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摘要：【目目的的】】针对通用目标检测器直接应用于遥感图像检测效果不佳的问题，提出了一种基于改进RetinaNet 的遥感图像目

标检测算法。【【方法方法】】算法结合了下采样块和卷积核动态选择的优势。首先，该模型在基础特征提取网络ResNet50上引入一个

改进的下采样模块，对特征进行多种下采样处理；然后，采用卷积核选择机制动态选择空间感受野，以此对多尺度的语义信息进

行建模；最后，得到目标物体的分类和回归结果。【【结结果果】】实验结果表明，该方法在大规模遥感图像目标检测数据集DOTA上的平

均精度均值（mAP）比原RetinaNet网络提升了3.2个百分点。【【结论结论】】通过引入下采样模块和动态选择卷积核大小的机制在一

定程度上改进了对多尺度遥感目标的识别能力。
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Abstract:【Objective】Aiming at the problem that the general target detector is not directly applied to remote

sensing image detection, a remote sensing image target detection algorithm based on improved RetinaNet is pro-

posed. [Method] The algorithm combines the advantages of dynamic selection of down- sampling blocks and

convolution kernels. Firstly, the improved downsampling module (IDM) on the base feature extraction network

ResNet50 was introduced, which performed multiple down-sampling processing on features. Then the spatial re-

ceptive field was dynamically selected by using the convolution kernel selection mechanism to model the multi-

scale semantic information of the scene. Finally, the classification and regression results of the target object were

obtained.【Result】Experimental results show that the proposed method improves mAP by 3.2 percentage points

on the large-scale remote sensing image object detection dataset DOTA compared to the orignal RetinaNet net-

work.【Conclusion】The mechanism of introducing a downsampling module and dynamically selecting the size

of the convolution kernel has improved the recognition ability of multi-scale remote sensing targets to a certain

extent.
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【研究意义研究意义】遥感技术和计算机技术的进步促进

了全球范围内及时获取和使用高空间分辨率遥感数

据的广泛应用[1-3]。遥感图像目标检测是一种高分辨

率遥感图像内容解析中的关键任务，旨在精确识别

与定位遥感图像中的特定目标物体，如车辆、船舶及

飞机等。这一技术在高精度遥感图像智能分析领域

具有举足轻重的地位，并广泛应用于智能交通、城市

规划以及地理信息系统更新等多个领域。

【【研究进展研究进展】】近年来，深度学习的飞速发展在通

用目标检测领域取得了显著的进步。然而，在遥感

图像分析这一特定领域，传统的通用目标检测方法

往往难以达到预期的效果。这些方法大多依赖于

人工提取的特征来进行目标识别，虽然取得了一定

的成果，但在效率、鲁棒性和整体性能方面仍然存

在明显的局限性。相比之下，基于卷积神经网络

（convolutional neural networks，CNN）的深度学习 [4]

目标检测框架以其强大的特征表示能力，为解决这

一问题提供了新的可能。这种框架在特征图上设

置了一系列的锚点，并对每个锚点进行分类和回归

处理，从而能够准确地识别出目标对象的类别及其

对应的边界框。

基于CNN的目标检测算法已经成为当前主流

的目标检测算法，主要分为：双阶段检测算法和单

阶段检测算法两类。双阶段算法RRCNN[5]通过增

加旋转的RoI池化层以及不同类间的非极大抑制实

现RoI特征与目标方向更好地对齐，以提高检测效

率；R2CNN采用小尺寸的锚框设计，提升了小目标

检测能力 [6]。尽管这些方法有效地检测了旋转目

标，但他们需要预设大量的密集排布的旋转锚点，

存在冗余计算和类别不平衡问题。为了缓解上述

问题，RoI transformer 采用全连接层学习生成旋转

候选框[7]。Oriented R-CNN和Gliding vertex则设计

边界框编码方式，减轻了由旋转角度周期性造成的

训练损失不稳定[8-9]。单阶段算法R3Det通过多个

优化模块的级联进行精细化回归，并采用基于水平

锚的特征重构和对齐的特征插值技术，实现目标的

高效检测[10]。DRN使用特征选择模块和动态细化

检测头改善了遥感图像中目标密集且方向任意的

问题[11]。

【【关关键问题键问题】】虽然上述方法在一定程度上提高

了遥感图像目标检测的性能，但在应对具有明显尺

度差异或目标小而密集的场景时，其性能仍然有待

进一步提升。【【创新特色创新特色】】为解决上述问题，本文在

RetinaNet[12]的基础上，引入了改进的下采样模块，

将其嵌入到ResNet50[13]骨干网络中，融合多种下采

样方法提取到的特征来生成下采样特征图；然后利

用卷积核选择机制动态选择空间感受野，从而更加

关注重要的信息并抑制次要的信息。在公开的数

据集DOTA[14]上的实验结果表明，本文设计的模型

能够有效应对目标对象尺寸小且尺度变化大的挑

战，提高了在遥感图像上的目标检测能力。

1 相关工作

1.1 特征下采样

下采样是 CNN 中的一个关键步骤，其主要目

的是降低骨干网络中特征图分辨率的同时，保留特

征图中的重要信息。此外，下采样还有助于提高神

经网络模型的计算效率并增强模型的泛化能力。

常见的下采样方法包括最大池化[15]、平均池化和步

幅卷积[16]等。最大池化是一种广泛使用的下采样

方法，它在特征图中的预定义窗口内选取最大值。

与之相似，平均池化则是从同样的窗口中选取平均

值。这两种方法在计算上都很高效，并且有助于降

低特征图的维度。然而上述做法可能会导致一些

关键的空间信息丢失，降低模型的泛化性。步幅卷

积则通过增大跨步，在卷积过程中跳过某些像素，

缩减特征图的尺寸，但这可能导致特征图稀疏以及

信息密度减小，遗漏某些关键信息。LIP通过局部

重要性池化自适应地调整每个局部区域内池化的权

重，有效丢弃缺乏信息的特征[17]。SoftPool将输入的

数据映射到一个连续的值空间，然后对这个连续值

进行池化操作[18]。这种操作方式使得SoftPool可以

更好地参考区域内的激活值分布，因为它的输出服

从一定的概率分布，而最大池化和平均池化的输出

是无分布的。

1.2 核选择机制

卷积核选择机制是一种动态上下文建模的自
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适应技术，模型根据不同的上下文信息动态地调整

其注意力，从而产生具有不同感受野大小的神经

元，实现高性能的特征提取。SENet对每个卷积层

的特征图进行压缩，通过激活函数重新加权特征通

道[19]。SGE通过对特征图上各个空间位置生成注意

力因子来调节每个空间位置处特征的重要性 [20]。

Dynamic convolution 根据不同的输入特征动态聚

合多个平行卷积核，这些内核通过注意力以非线性

方式聚合，模型能够表现出更强的表示能力 [21]。

SKNet 是一种使用多分支卷积网络、组卷积、空洞

卷积和注意力机制的卷积网络，是在网络的不同层

使用不同的核函数 [22]。SCNet 引入了自校准卷积

层，通过自校准操作融合来自 2个不同空间尺度的

信息[23]。上述算法的灵活性有待进一步提高，以使

卷积核大小的自适应选择，能够根据输入内容动态

调整其感受野大小。为此，本文算法在预测网络中

引入卷积核选择机制，在不同尺度上动态调整不同

核的权重，从而使得网络能够聚焦于不同尺度的

特征。

2 模型设计

本文设计的目标检测网络在RetinaNet上进行

改进，由 3部分组成：骨干网络、特征金字塔和分类

回归子网。在RetinaNet的骨干网络中引入改进的

下采样模块，增强模型捕获复杂细节的能力；在目

标检测网络中加入核选择模块，增强网络提取并融

合多尺度特征信息的能力。

2.1 基于改进ResNet50的特征提取网络

在遥感图像中，目标尺度变化较大，且小目标

的数量占比很高，原始的ResNet50网络采用的下采

样方法主要依靠卷积层进行，这可能会导致一些关

键的语义信息被遗漏，同时难以充分挖掘和保留细

粒度的特征信息。为解决这一问题，引入了一种改

进的下采样模块（improved downsampling module，

IDM），其在网络中的位置如图 1 所示。表 1 中，

Conv，CutD，GELU，BN，DWConvD，GConv，MaxP

分别表示卷积、切片处理、GELU激活函数、批处理

归一化、深度卷积、分组卷积和最大池化操作。

特征提取网络ResNet50包括一系列堆叠的残

差模块，每个残差块包含多个卷积层和恒等映射，

在进行残差学习时采用 IDM模块进行下采样，其结

构如图2所示。本文使用3个分支对输入的特征进

行处理，实现了多尺度特征的提取与融合，增强了

特征的表示能力，从而减少了模型在小目标检测时

的细节丢失。

图1 改进ResNet50的网络结构示意图
Fig. 1 Diagram of the improved network

structure of ResNet50

图2 下采样模块 IDM结构图
Fig. 2 Structure diagram of IDM
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IDM 将输入的图像特征 P ∈RH × W × C 复制为 P1

和P2，其中W, H和C分别表示特征的宽度、高度和

通道数量。首先，对 P1进行切片下采样，得到 C1,

C2, C3和C4 4个空间下采样后的特征图。切片下采

样的过程，如图3所示。图中 xij 表示P1在空间位置

（i，j）处的特征。在通道维度，拼接C1, C2, C3和C4 得

到新的特征图，使特征图的通道数量由原来的 C 增

加到 4C 。接着，使用步长为1的1×1卷积运算将拼

接后的特征图通道数量压缩为 2C ，得到特征 Q1 。

特征图通道数的减半，可以使模型的计算量减小。

如图2所示，对于图像特征 P2 采用2个分支进

行处理。其中一个分支，使用步长为1、尺寸为3×3

的分组卷积GConv处理，然后使用步长为 2的 3×3

卷积进行下采样，并使用G+ELU激活函数和归一

化层（batch normalization，BN）得到特征 Q2 。在另

一个分支上，使用与上述结构一致的分组卷积处理

P2 ，并做最大池化和归一化处理，得到特征 Q3 。

在下采样模块中，3个分支对应的变换公式表

示如下

Q1 = Conv(CutD(P1)) （1）

Q2 = GELU(BN(DWConvD(GConv(P2)))) （2）

Q3 = BN(MaxP(GConv(P1))) （3）

在通道方向上拼接特征 Q1 ，Q2 和 Q3 ，并在拼

接结果上使用1×1卷积层，得到一组通道数翻倍、尺

寸减半的特征图 P′。此过程表示如下

P′= Conv(Concat(Q1,Q2,Q3)) （4）

式中：Concat 表示在通道方向上连接特征。

2.2 基于核选择机制的预测网络

如图 4所示，为提高模型对不同尺度目标的检

测能力，采用了核选择模块，根据输入图像的特性

动态选择多种不同的卷积核融合特征，从而提高模

型的表达能力。

在目标检测网络的检测任务头中，对于输入

的特征K，利用卷积核大小为 3×3、5×5、7×7共 3个

空洞卷积来学习多尺度空间信息，得到 3个不同尺
图3 切片下采样示意图

Fig. 3 Schematic diagram of slice downsampling

图4 核选择模块
Fig. 4 Kernel selection module
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度感受野的特征图 X1 ∈RH × W × C ，X2 ∈RH × W × C 和

X3 ∈ RH × W × C ，其中

X2 = DWConv(X1) （5）

X3 = DWConv(X2) （6）

式中：DWConv表示空洞卷积。接着，使用通道拼

接融合 X1 ，X2 和 X3 获得具有不同感受野尺寸的特

征信息，得到特征 X ，并在通道方向上拼接 X 的平

均池化和最大池化的结果。然后，相继使用卷积和

Sigmoid函数获取独立的空间选择掩码。接着，使

用空间选择掩码对 X1 ，X2 和 X3 分别加权，分别得

到特征 F1 ，F2 和 F3 。最后，对 F1 ，F2 和 F3 逐元

素相加，得到带有注意力的融合特征，并将融合特

征和输入特征 K 进行逐元素相乘，获得特征 K′ 。
核选择模块的计算公式如下

K′= K*∑
i

Xi Fi （7）

3 实验

3.1 DOTA[14]数据集处理

DOTA 是用于目标检测任务的大规模高分辨

率航拍图像公共数据集，由 2 806张大尺寸图像组

成，包含了不同尺度、方向和形状的物体。DOTA

包含15个对象类别，包括飞机(PL)、棒球场(BD)、桥

梁 (BR)、田径场 (GTF)、小型车辆 (SV)、大型车辆

(LV)、船舶 (SH)、网球场 (TC)、篮球场 (BC)、储油

罐(ST)、足球场(SBF)、环路(RA)、港口(HA)、游泳

池(SP)和直升机(HC)。图像的分辨率在800×800到

4 000×4 000之间。本文以步幅 200将原图像裁剪

成 1 024×1 024大小。将裁剪后的图像在数量上按

2:1划分，得到训练集和测试集的大小分别为21 046

和10 833。测试结果提交至DOTA评测服务器。

3.2 实验设置

实验使用一块显存为24 GB的GeForce RTX3090

的显卡训练和测试算法。训练的 Batch size 和 Ep-

och分别设置为2和12，使用SGD作为优化器，初始

学习率和动量系数分别为0.002 5和0.9。采用平均

准确率（average precision, AP）和全类平均准确率

（mean average precision, mAP[24]）作为检测评价指

标。此外，使用Params（模型参数的总数）和Flops（浮

点运算次数）[2]衡量模型的计算复杂度和参数数量。

3.3 消融实验

分析了不同下采样模块对模型的贡献。表1各

模块可以使模型的精度得到不同程度的提升，同时

使用这3种下采样策略，模型的性能最优。

此外，研究了核组成对实验结果的影响。大尺

度感受野的特征图可以直接通过大型卷积核处理

或者由多个小型空洞卷积核逐层处理这2种方式获

得。如表 2所示，当卷积运算后均得到感受野尺寸

为29的特征图时，以3个小型空洞卷积核组合获得

大尺度感受野特征图时，模型的计算复杂度最低，

参数总量最少。

最后，验证了核选择模块中融合特征的分支数

对模型造成的影响。结果如表 3所示，在多种设置

下融合不同尺度的感受野特征图。通过对比这些

实验结果可以发现，采用3×3，5×5和7×7组合时，模

型表现出最佳的性能。

3.4 对比实验

为了验证本文方法的优越性，开展实验对比分

析了本文与其他遥感图像目标检测算法。如表4所

示，本文算法mAP达到了71.63％，超过其他单阶段

表1 下采样模块的消融实验
Tab.1 Ablation of downsampling modules

Convolutional
downsampling

√

√

√
√

Slice down-
sampling

√

√
√

√

Maxpooling

√

√
√
√

mAP/%

70.88

69.97

69.51

69.76

69.34

71.11

70.81

71.63

表2 不同核组成的实验结果
Tab.2 Experimental results of different

kernel composition

(Kernel size,
dilation rate)

(29,1)

(5,1)+(7,4)

(3,1)+(5,2)+(7,3)

Receptive
field

29

29

29

mAP/%

69.34

70.32

70.88

Params/M

243.99

239.71

239.57

Flops/M

40.66

40.46

40.43

表3 网络中不同卷积核设置的实验结果
Tab.3 Experimental results of different network designs

3×3

√
√
√
√

5×5

√
√
√

7×7

√
√

9×9

√

mAP/%

68.43

69.95

70.45

70.88

70.23
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度感受野的特征图 X1 ∈RH × W × C ，X2 ∈RH × W × C 和

X3 ∈ RH × W × C ，其中

X2 = DWConv(X1) （5）

X3 = DWConv(X2) （6）

式中：DWConv表示空洞卷积。接着，使用通道拼

接融合 X1 ，X2 和 X3 获得具有不同感受野尺寸的特

征信息，得到特征 X ，并在通道方向上拼接 X 的平

均池化和最大池化的结果。然后，相继使用卷积和

Sigmoid函数获取独立的空间选择掩码。接着，使

用空间选择掩码对 X1 ，X2 和 X3 分别加权，分别得

到特征 F1 ，F2 和 F3 。最后，对 F1 ，F2 和 F3 逐元

素相加，得到带有注意力的融合特征，并将融合特

征和输入特征 K 进行逐元素相乘，获得特征 K′ 。
核选择模块的计算公式如下

K′= K*∑
i

Xi Fi （7）

3 实验

3.1 DOTA[14]数据集处理

DOTA 是用于目标检测任务的大规模高分辨

率航拍图像公共数据集，由 2 806张大尺寸图像组

成，包含了不同尺度、方向和形状的物体。DOTA

包含15个对象类别，包括飞机(PL)、棒球场(BD)、桥

梁 (BR)、田径场 (GTF)、小型车辆 (SV)、大型车辆

(LV)、船舶 (SH)、网球场 (TC)、篮球场 (BC)、储油

罐(ST)、足球场(SBF)、环路(RA)、港口(HA)、游泳

池(SP)和直升机(HC)。图像的分辨率在800×800到

4 000×4 000之间。本文以步幅 200将原图像裁剪

成 1 024×1 024大小。将裁剪后的图像在数量上按

2:1划分，得到训练集和测试集的大小分别为21 046

和10 833。测试结果提交至DOTA评测服务器。

3.2 实验设置

实验使用一块显存为24 GB的GeForce RTX3090

的显卡训练和测试算法。训练的 Batch size 和 Ep-

och分别设置为2和12，使用SGD作为优化器，初始

学习率和动量系数分别为0.002 5和0.9。采用平均

准确率（average precision, AP）和全类平均准确率

（mean average precision, mAP[24]）作为检测评价指

标。此外，使用Params（模型参数的总数）和Flops（浮

点运算次数）[2]衡量模型的计算复杂度和参数数量。

3.3 消融实验

分析了不同下采样模块对模型的贡献。表1各

模块可以使模型的精度得到不同程度的提升，同时

使用这3种下采样策略，模型的性能最优。

此外，研究了核组成对实验结果的影响。大尺

度感受野的特征图可以直接通过大型卷积核处理

或者由多个小型空洞卷积核逐层处理这2种方式获

得。如表 2所示，当卷积运算后均得到感受野尺寸

为29的特征图时，以3个小型空洞卷积核组合获得

大尺度感受野特征图时，模型的计算复杂度最低，

参数总量最少。

最后，验证了核选择模块中融合特征的分支数

对模型造成的影响。结果如表 3所示，在多种设置

下融合不同尺度的感受野特征图。通过对比这些

实验结果可以发现，采用3×3，5×5和7×7组合时，模

型表现出最佳的性能。

3.4 对比实验

为了验证本文方法的优越性，开展实验对比分

析了本文与其他遥感图像目标检测算法。如表4所

示，本文算法mAP达到了71.63％，超过其他单阶段

和双阶段模型。与基准模型相比，在大型车辆、船

舶、海港、环岛等目标类别的检测精度方面明显提

高。在对比算法中，表现最好。与DRN[11]相比，本

文算法关于mAP提升了 0.93个百分点。实验结果

表明，本文提出的模型能够有效提升尺度变化大的

物体的检测精度。

为了定性对比基线方法和本文方法的效果，本

文从数据集中随机挑选了 3 张图片，测试并可视

化。如图5所示，相比基线模型，本文算法能更加准

确地定位识别海港、大型车辆、环岛等尺度变化大

的目标，而基线模型则可能会出现漏检或误检。

4 结论

1）针对遥感图像目标检测中存在目标间尺度

差异大以及目标方向任意的问题，本文提出了基于

改进RetinaNet的遥感图像目标检测算法。

2）通过在RetinaNet的特征提取网络ResNet50

中加入改进的下采样模块来融合不同下采样策略

提取的特征图，有效地保留目标特征的边缘信息；

在预测网络中采用卷积核选择机制动态选择空间

感受野，提升了模型对关键信息的提取能力。

3）通过在DOTA数据集上的实验，本文方法在

一定程度上解决了遥感图像中目标方向任意且尺

度变化大的问题，并取得了良好的检测效果。本文

算法适用于基于CNN的目标检测网络。
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