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基于滤波衰减的自知识蒸馏压缩算法

熊李艳，黄佳文，黄晓辉，陈庆森

（华东交通大学信息与软件工程学院，江西 南昌 330013）

摘要：【目目的的】为了解决模型剪枝后性能损失严重的问题，提出了一种基于滤波衰减和自知识蒸馏的压缩算法。【【方法方法】】文章通

过滤波衰减机制来保留冗余滤波器的信息，进而缩小剪枝前后的模型差异，降低剪枝导致的性能损耗。同时，在剪枝过程中

引入一个退火衰减函数，使得滤波器的衰减呈现动态变化，进而能够快速高效地搜索模型的最佳子结构，提高模型的收敛速

度。此外，还利用自知识蒸馏技术在预训练模型和压缩模型之间进行知识转移。【【结果结果】】结果表明，该压缩算法在减少VGG-16

模型37.3%FLOPs的条件下，将模型精度提升了0.12个百分点。【【结论结论】】该方法能够为卷积神经网络提供一种更稳定、更高效的

模型压缩方法。
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Abstract:【Objective】To address the severe performance loss after model pruning,a compression algorithm

based on filter attenuation and self-knowledge distillation is proposed. [Method] This method utilized a filter at-

tenuation mechanism to preserve the information of redundant filters, thereby minimizing the model difference

before and after pruning, and reducing the performance loss caused by pruning. Meanwhile, an annealing attenua-

tion function was introduced during the pruning process to dynamically change the attenuation of filters, enabling

a fast and efficient search for the optimal substructure of the model and improving the convergence speed of the

model. Additionally, self- knowledge distillation was employed for knowledge transfer between the pre- trained

model and the compressed model. [Result] The results show that this compression algorithm improves the model

accuracy by 0.12 percentage points while reducing the FLOPs of the VGG-16 model by 37.3% . [Conclusion]

This method provides a more stable and efficient model compression approach for convolutional neural networks.
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algorithm based on filter attenuation[J]. Journal of East China Jiaotong University，2024，41（6）：112-120.

【【研究意义研究意义】】近些年来，卷积神经网络（comvo-

lutional nearal network，CNN）备受学术界和工业界

的关注。事实证明卷积神经网络[1]在广泛的计算机

视觉应用中非常有效。然而，将这些计算量庞大的

网络直接应用于机器人、自动驾驶汽车和移动式设

备等资源受限的环境时，难以在保持高性能的同时

具有高效的计算效率。因此，对深度神经网络进行

模型压缩具有非常重要的现实意义。

【【研究进展研究进展】】虽然深度神经网络通常具有大量

的模型参数和计算量，但部分研究学者表示，删除网

络中超过90%的模型参数并不会使模型的性能大幅

下降[2]。这说明当前的神经网络具有大量的冗余结

构，筛选并有效剔除这些冗余结构可以大大提高模

型的性能和效率。因此，许多模型压缩与加速方法

相关技术被相继提出。通过这些技术压缩后的小模

型具有响应速度快、占用存储小和能源消耗低等优

点，从而在各种生活场景中得到广泛应用。学者们

一直在探索缩小网络模型规模的方法，采用知识蒸

馏[3-5]、轻量化结构设计[6]和模型剪枝[7-8]等技术，作为

加速模型推理、降低网络复杂性以及在低资源设备

上部署神经网络的重要工具。Aghasi等[9]将剪枝等

效为一个凸优化问题，在每个卷积层中求解合适的

稀疏集，以减少网络中不必要的连接，同时确保输

入和输出不变。Chen等[10]提出Octave卷积，将输入

空间维度特征分解为高频和低频两个分量分别进

行卷积，利用低频的结构特性减少存储和计算开

销。何俊杰[11]提出一种基于特征相关性分析的通

道剪枝算法。

【【关键问题关键问题】】通道剪枝方法作为最常用的压缩

方法之一，旨在识别和消除神经网络中的冗余连

接。目前大多数通道剪枝方法有两种处理策略：一

是直接移除冗余滤波器然后进行微调；二是将冗余

滤波器的权重置为零，继续进行训练。然而，这两

种策略都存在一定的缺陷。冗余滤波器含有一定

的信息量，直接将这部分信息进行移除是不明智

的。因为在剪枝过程中，信息的损失是不可逆的，

冗余滤波器被移除时会导致剪枝前后模型的性能

差异。如何缩小这种差异是保证压缩后模型性能

的关键。

【【创新特色创新特色】】为了解决上述问题，提出了一种新

颖的剪枝方法，该方法是一种基于滤波衰减的自知

识蒸馏压缩算法（filter decay and self- knowledge

distillation，FD-SKD）。在训练过程中，它并不直接

消除冗余滤波器或者将其权重置为零，而是以逐步

衰减的方式保留冗余滤波器中有价值的信息，最终

将模型压缩到预定的目标大小，并且通过与自知识

蒸馏方法联合，可以最大限度地利用预训练模型的

基础信息。图1展示了传统的剪枝方法与FD-SKD

的不同之处。传统剪枝通常直接将模型中的冗余

滤波器删除或者置为零，而FD-SKD则在剪枝过程

中保留了冗余滤波器的部分信息，减小了剪枝前后

的模型差异，这使得剪枝后的模型具有与原模型更

相近的性能。

1 问题建模

一个深度CNN网络可以用参数表示为

W = { }W l = é
ë

ù
ûwl

1,w
l
2,⋯,wl

C l
out

∈R
C l

out × C l
in × Kl × Kl

（1）

式中：W l 为第 l 层的连接权重矩阵；L 为网络的总

层数，1≤ l≤ L ；C l
out 和 C l

in 分别为第 l 个卷积层的

输出通道数和输入通道数；K l 为第 l 个卷积层的卷

积核大小。假定第 l 层的输入和输出分别为 I l 和

Ol ，且 I l ∈C l
in × H l

in × W l
in 和 Ol ∈C l

out × H l
out × W l

out ，H l
*

和W l
∗ 分别为中间特征图的高和宽。那么第 l 层的

卷积操作可以被写为

Ol
i = f (I l,W l

i ) ，1≤ i≤C l
out （2）

式中：f 为卷积运算。假定 F ={F1,F 2,⋯,F L}为整

个网络中滤波器的集合，其中 Fl 是第 l 层的滤波器

集合，也就是 Fl ={wl
1,w

l
2,⋯,wl

C l
out

}，wl
i 为第 l 层中第

i 个滤波器权重矩阵。把 F 分为两个子集：保留滤

波器子集 K 与被剪枝滤波器子集 P ，得到

K⋃P = F,          K⋂P =∅ （3）

剪枝的目标就是在既定的稀疏约束下最小化

损失函数，给定一个数据集 D = { }( )xn,yn

N

n = 1
，其中 xn

表示第 n 个输入数据，yn 是与其相关的输出。最终
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的约束优化问题就能够被表述为

min
K

L( )K,D = min
K

1
N∑n = 1

N

L( )K ; ( )xn,yn ，       

                                                       s.t.:
||K
||F

= 1 - p
（4）

式中：L(•) 为损失函数； ||• 为滤波器集合的基数；p

为模型的剪枝率。

2 滤波衰减

2.1 滤波器筛选

假设在第 l 个卷积层的剪枝率为 pl ，那么需

要在第 l 层选择 plC
l
out 个滤波器进行剪枝。对于冗

余滤波器的选择，有很多不同的标准可以衡量滤

波器的重要性。例如，p-范数，几何中位数（geomet-

ric median，GM）。p-范数的计算式为

 wl
i

p
= ∑

n = 1

C l
in ∑

k1 = 1

K ∑
k2 = 1

K

||wl
i(n,k1,k2)

p

p

（5）

对于几何中位数，其计算的表达式为

 wl
i

GM
=∑

j = 1

C l
out

 wl
i -wl

j
2

（6）

式中： • 是欧几里得距离。根据这类筛选标准，

可以通过计算获得滤波器的重要性分数 G l ≡{g l
i , i ∈

[1,C l
out]}，其中 G l 是第 l 层滤波器的分数向量，g l

i 是

第 l 层中第 i 个滤波器的分数。然后将这些分数从

低到高排名，选择其中分数最低的前 plC
l
out 滤波器

进行剪枝。具体而言，在第 l 层中，被剪枝的滤波器

集合可以表示为

Pl = { }F̂ l
1 ,F̂ l

2,⋯,F̂ l

plC l
out

（7）

式中：F̂ l
i 是第 l 层中分数排名第 i 小的滤波器。

2.2 滤波器衰减

大多数传统的滤波器剪枝方法会直接移除这

些不重要的滤波器，或者将它们置为0，然后微调剪

枝后的模型以适应新的结构并恢复性能。通常会

为每个卷积层设置一个掩码本用于指示滤波器是

否被剪枝，假设第 l 个卷积层的掩码为 Bl ，其表达

式为

Bl
i =

ì
í
î

0,      if        F̂ l
i ∈Pl,

1, if    其它,
           1≤ i≤C l

out （8）

当 Bl
i 等于 0时，意味着第 l 层中的第 i 个滤波器应

该被剪枝，否则应该保留。在这种情况下，式（2）可

以改写为

Ol
i = f (I l,W l

i )∗Bl
i，       1≤ i≤C l

out （9）

然而，与初始模型相比，这会导致剪枝后的模

型损失大部分容量。同时，如果丢弃了大部分预训

练信息，会导致模型性能明显下降。为了解决这个

问题，使用滤波衰减策略对滤波器进行剪枝。具体

而言，滤波衰减策略将滤波器的权重重置为原本的

一定比例，而不是将其直接删除。因此，引入一个

超参数 dr ，称为衰减率，用于控制冗余滤波器中保

留的权重比例。然后式（8）可以表示为

B̂l
i =

ì
í
î
dr，         if          F̂ l

i ∈Pl，
1，             if         其它，

         1≤ i≤C l
out （10）

图1 传统剪枝对比FD-SKD
Fig. 1 Comparison between previous pruning and FD-SKD

114



第6期 熊李艳，等：基于滤波衰减的自知识蒸馏压缩算法

式中：dr 的取值范围为[0, 1]。图2展示了 dr 对训练

过程的影响：当 dr 设定较大时（例如 dr = 0.8），模型收

敛较慢，需要训练很长时间才能达到预定的压缩目

标；当 dr 设定较小时（例如 dr = 0.1），虽然模型的收

敛速度很快，但会导致剪枝模型与初始模型之间的

结构差异过大从而损坏模型性能。当大量的滤波

器被剪枝时，这个问题变得更加严重。在这种情况

下，很难找到一个能够平衡收敛速度和模型性能的

阈值。

2.3 退火衰减

为了解决上述问题，提出了一种退火衰减策

略，使得衰减率随着训练过程而动态变化。具体而

言，引入一个退火函数 T(n) ，衰减率通过 T(n) 可以

表示为

dr(n) = 1
1 + e

-T(n) ,                    1≤ n≤N （11）

式中：n 和 N 分别表示当前训练时期和总训练时

期；退火函数的温度指数 T 初始化为一个较高的值

T = T0 。在训练到第 n 个时期时，温度指数 T 将退

火到 T(n) = ξ(n)T0 ，其中 ξ(n) 表示温度退火方案，如

线性退火或Sigmoid退火方案。该算法选用线性退

火方案 ξ(n) = 1 -(2 × n)/N 。与此同时，衰减率随着

训练过程逐渐减小并趋近于零。然后，式（10）可以

表示为

B̂l
i(n) =

ì
í
î

ï

ï

1
1 + e

-T(n) , F̂ l
i ∈Pl(n)

1, 其它
 

  ，  1≤ i≤C l
out,1≤ n≤N

（12）

在训练过程开始时，dr 设置在一个较高水平，

保留了大部分被修剪滤波器的信息。随着训练的

进行，冗余的滤波器包含的信息越来越少。因此通

过降低 dr ，能够使网络的收敛速度开始加快，以便

迅速达到预期的压缩目标。修剪模型后，通过微调

以使模型适应新的网络结构，并持续迭代这一过

程。当冗余滤波器的权重降为零并停止变化时，可

以安全地移除这些冗余滤波器，获得压缩后的模型

结构，然后对模型进行再训练使其适应新的结构，

得到最终的压缩模型。实验中剪枝的训练次数占

总训练次数的50%。卷积层的滤波衰减过程如图3

所示。

2.4 自知识蒸馏

自知识蒸馏是一种独特的蒸馏方式，与传统的

知识蒸馏方法截然不同。它的特点在于模型同时扮

演教师网络和学生网络，并进行自我学习。这种方

法的优势在于不需要模型过于庞大和性能过好，而

是通过自身的预训练知识进行学习并更新参数。本

文中介绍的自知识蒸馏方法采用了滤波衰减和知识

蒸馏相结合的网络架构，不需要依赖庞大的教师网

络，而是以并行方式相互学习并更新参数，从而提升

了网络的准确度。本节中提出了一种滤波衰减与自

知识蒸馏相结合的方法，这种方法充分利用了滤波

器的预训练信息。具体来说，将预训练模型用作教

师模型，学生模型在剪枝之前被设置与预训练模型

相同。在剪枝过程中，学生模型将通过滤波器衰减

方法减小到压缩目标，同时教师模型将通过其输出

的软标签对学生模型的输出结果进行修正。FD-

SKD整体的网络模型结构如图4所示。

在知识蒸馏算法中，假设输入样本为 x 及对应

的真实标签为 y ∈R1 × N ，经过教师模型T和学生模

图2 衰减率对训练周期的影响
Fig. 2 Effect of decay rate on Epochs

图3 滤波器的衰减过程
Fig. 3 Process of filter attenuation
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型S后，可以得到如式（13）与式（14）所示的类别预

测概率 pi(x, t) 和 qi(x, t) 分别为

pi(x, t) =
exp( )Ti( )x /t

∑
j = 1

N

exp( )Tj( )x /t
，i = 1,2,⋯,N （13）

qi(x, t) =
exp( )Si( )x /t

∑
j = 1

N

exp( )Sj( )x /t
，i = 1,2,⋯,N （14）

2.5 损失函数

自知识蒸馏涉及两种损失：传统的交叉熵损失

和知识蒸馏损失。知识蒸馏损失使用 KL 散度

(Kullback-Leibler divergence)来衡量教师模型和学

生模型预测之间的差异。因此，总损失函数可以表

示为

Lall = λLcla + (1 - λ)   KL(qt,qs)
T = t

（15）

式中：Lcla 为用于训练的交叉熵分类损失；qs 和 qt

分别为学生模型和教师模型输出的软标签；KL(•)

为KL散度；参数 λ是为了在训练过程中平衡这两

种损失的比例。

3 实验结果与分析

3.1 数据集介绍与处理

在CIFAR-10数据集上对提出的FD-SKD算法

进行测试以及验证。CIFAR-10是一个由Alex Kri-

zhevsky和 Ilya Sutskever整理，Geoffrey Hinton指导

完成的数据集，其中包含了10个不同类别的彩色图

像。每个类别包含了6 000张尺寸为32×32的RGB

彩色图片，这些类别分别是飞机、鸟、汽车、猫、狗、

鹿、蛙、船、马和卡车。CIFAR-10 数据集的特点是

其中包含了真实世界中的物体，这些物体的比例和

特征各不相同，给识别任务带来了更大的挑战。

CIFAR-10数据集被分为了 50 000张用于训练

的图片和10 000张用于测试的图片。另外，数据集

分为训练批次5个和测试批次1个，每个批次的图片

数量均为10 000张。测试批次在每个分类中随机选

择1 000张图像，而训练批次则随机选择图像，1个训

练批次内包含的单个类别数量为5 000。为了更好

的提取特征，进行数据增强，使用了标准的数据预

处理方法，包括随机裁剪、随机水平翻转和将图片

填充至40×40的尺寸等操作。

3.2 实验参数

文中所有实验在 PyTorch 框架下进行，通过

NVIDIA 3080Ti GPU进行模型训练。实验中的模型

参数设置如表1所示。

3.3 评价指标

模型压缩有 3个主要的评估指标，分别是参数

数量、计算量和准确度。参数数量反映了网络的规

模大小，因为当前的神经网络通常含有大量参数，

这些参数需要占用存储空间。卷积层参数数量的

计算公式为

Params = ( )2∗Cin∗K 2 + 1 ∗Cout （16）

式中：Cin 和 Cout 分别为输入通道数和输出通道数；

K 为卷积核的大小。计算量表示模型的复杂度，通

常使用浮点运算次数（floating point operations per

second，FLOPs）作为衡量标准。卷积层的浮点运算

图4 FD-SKD模型结构
Fig. 4 Structure of the FD-SKD model
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次数计算公式为

FLOPs = H∗W∗( )2∗Cin∗K 2 - 1 ∗Cout （17）

式中：H 和W 分别为特征图的高和宽。准确度表

示网络的预测能力，通常是在数据集上的预测精

度。一般使用Top-1准确率来衡量，即预测成功的

样本数量占总样本数量的比例，其计算公式为

Acc =
Tp

Tp + Fp

（18）

式中：Tp 和 Fp 分别表示预测成功和预测失败的样

本数量。一个出色的剪枝算法应当在保证高准确

度的同时有效降低参数数量和提高计算速度。但

是，在应用场景中，如何平衡准确度、参数量和计算

速度是一个难题。当前的趋势是，由于很多工作人

员需要在受限设备上进行实时计算，计算速度的重

要性日益凸显。

3.4 模型验证与结果分析

为了更好的验证 FD-SKD的有效性，实验中仅

使用滤波衰减的方法用FD表示，使用滤波衰减与

自知识蒸馏结合的方法用FD-SKD表示。

3.4.1 在ResNet上的实验结果

对于 ResNet，在 CIFAR-10 数据集上进行了深

度为20、32、56、110的FD-SKD算法测试，实验结果

如表2所示。

FD-SKD方法在实验结果中被证实是有效的。

例如，PFEC 在 ResNet-56 上达到了 93.06%的准确

率，但是FD-SKD在减少了一半以上的FLOPs的同

时，达到了93.62%的准确率。与采用不同的滤波器

选择标准在不同层的软剪枝方法 LFPC 相比，FD-

SKD在ResNet-110上的表现仍然更好，准确率进一

步提高了1.16%。在采用相同的滤波器选择标准 L2
范数的情况下，FD-SKD在所有实验中都优于软剪

枝方法 SFP。例如，SFP 对具有 1.22 M 参数的

ResNet-110进行加速时，准确率仅为92.97%，而FD-

SKD 的准确率是 94.15%。FD-SKD 的有效性在于

其可以保留冗余滤波器中的部分信息，不同于传统

方法中直接进行丢弃。

3.4.2 在VGG上的实验结果

对于VGG，在CIFAR-10数据集上同样进行了

FD-SKD算法测试，实验结果如表 3所示。结果表

明FD-SKD取得了VGG-16的最高准确率 94.02%，

并具有高效的压缩比。FD在未使用自知识蒸馏时

同样优于其他方法，这归因于滤波衰减策略，该策

略保留了部分预训练信息，使得模型准确性下降过

程更加平滑。此外，在训练过程中引入自知识蒸馏

会产生比没有使用时更好的结果。这种性能改进是

因为教师模型能够向学生模型传递知识，从而防止

表2 ResNet的实验结果
Tab.2 Experimental results of ResNet

Depth

20

20

20

20

20

20

32

32

32

32

32

56

56

56

56

56

56

110

110

110

110

110

110

Method

PFS[12]

PGMPF[13]

FPGM[14]

LPSR[15]

FD

FD-SKD

MIL[16]

SFP[17]

FPGM[14]

FD

FD-SKD

WACP[18]

NISP[19]

DAIS[20]

AFPrune[21]

FD

FD-SKD

AFPrune[21]

FPGM[14]

LFPC[22]

HRank[23]

FD

FD-SKD

Params/M

—

—

0.19

0.19

0.17

0.17

—

0.32

0.32

0.32

0.32

0.35

0.49

—

—

0.30

0.30

—

1.22

1.03

1.07

1.22

1.22

FLOPs/M

24.7

19.3

24.3

24.3

22.0

22.0

47.0

40.3

40.3

40.3

40.3

46.3

71.6

36.4

60.8

32.4

32.4

116

121

101

106

121

121

Acc/%

91.14

91.14

91.09

91.62

92.06

92.17

90.74

90.08

91.93

92.45

92.85

93.17

92.99

93.53

93.45

93.47

93.62

94.08

93.85

93.07

93.36

93.98

94.15

表1 模型参数设置
Tab.1 Parameter settings of the model

Parameter

Epoch

Batch size

Learning rate

Pruning rate

Momentum

Optimizer

Weight decay

Dropout

Activation function

Initial temperature

Distillation temperature

Balance value of loss

Value

250

128

0.01

0.3

0.9

SGD

1e-4

0.5

ReLU

10

5

0.9
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模型性能的急剧下降。因此，FD-SKD表现出比现

有最先进方法更优越的特点。

3.4.3 收敛速度与性能的平衡性验证

为了验证 FD-SKD 方法能够平衡收敛速度和

性能，在不同衰减率下进行验证实验。将 ResNet-

32 在 CIFAR-10 数据集上的衰减速率固定为 0.20，

0.02和0。实验结果如表4所示。结果显示，当衰减

速率较高（dr = 0.20）时，准确率较高，但需要更多

的训练周期（周期为762）才能收敛到压缩目标。当

衰减速率较低（衰减率为0.02）时，模型准确率较低

（准确率为92.32%），但很快收敛到压缩目标。在这

两种情况下，很难找到一个阈值在模型的准确率和

收敛速度之间取得平衡。而 FD-SKD 可以轻松解

决这个问题。与基准模型相比，FD-SKD 可以在

100 个训练周期内完成训练过程，并且模型准确率

提升了0.01个百分点。

3.5 消融实验结果分析

3.5.1 剪枝间隔的影响

在实验中，剪枝操作的间隔是一个时间步。不

同的剪枝间隔可能会产生不同的实验结果。故有

必要对不同的剪枝间隔进行实验以检验其对结果

的影响。图 5展示了在CIFAR-10上用不同的剪枝

间隔训练ResNet-56的结果。由图5可知，当剪枝间

隔大于 5时，模型的准确率没有明显变化。这是因

为在网络训练了 5个以上的时间步后，模型逐渐稳

定，准确率基本不变。当剪枝间隔小于5时，准确率

随着剪枝间隔的增加而下降。这是因为当总训练

次数固定时，剪枝间隔减少，使得模型有更多的训

练次数搜索更优的结构。如果将剪枝间隔设置为

1，准确率将提高到93.6%。这意味着可以通过缩短

模型的剪枝间隔以获得更好的结果。

3.5.2 滤波衰减次数的影响

探讨滤波衰减次数对准确率的影响。图6展示

了在 CIFAR- 10 上用不同的滤波衰减次数训练

ResNet-56的结果，图中Proportion表示滤波衰减次

数占总训练次数的比例。由图可知，当 Proportion

小于0.4时，准确率浮动较小，性能稳定。这是因为

衰减策略的使用频次不高，导致算法的搜索空间较

小。当Proportion大于0.6时，准确率大幅下降。这

是因为模型的剪枝次数过于频繁，使得模型不能及

时更新参数以适应新的结构。当Proportion在（0.4，

表3 VGG-16的实验结果
Tab.3 Experimental results of VGG-16

Method

SFP[17]

HRank[23]

FiltDivNet[24]

CHIP[25]

PFEC[26]

WACP[18]

AFPruner[21]

CLR-RNF[27]

FD

FD-SKD

Acc/%

93.33

93.43

92.79

93.86

93.40

93.86

93.67

93.32

93.94

94.02

Acc drop/%

0.57

0.53

0.72

0.10

0.15

0.10

0.23

0.58

-0.04

-0.12

FLOPs/%

37.3

46.0

30.2

41.9

65.8

36.8

40.4

25.9

37.3

37.3

表4 不同衰减率下的实验结果
Tab.4 Experimental results of different decay rate

Decay rate

0.20

0.02

0

FD-SKD

Epochs

762

208

83

100

Baseline/%

92.63

92.63

92.63

92.63

Acc/%

92.70

92.32

91.89

92.64

Difference/%

0.07

-0.31

-0.74

0.01

图5 剪枝间隔对准确率的影响
Fig. 5 Effect of pruning interval on accuracy

图6 滤波衰减比例对准确率的影响
Fig. 6 Effect of filter attenuation ratio on accuracy

0.6）内，模型能够获得很好的性能。尤其是当其等

于0.5时，模型的准确率达到了93.6%。

3.5.3 滤波筛选准则的影响

探讨3种不同的滤波器选择标准对准确率的影

响，3 种标准分别为 L1 范数、L2 范数和几何中位

数。图 7 展示了使用 3 种的滤波筛选准则在 CI-

FAR-10 上训练 ResNet-56 并在不同剪枝率下的实

验结果。由图可知，当剪枝率低于 0.2时，L1 和 L2

都提高了模型的准确率。在这种情况下，FD-SKD

不仅压缩了模型，还提高了模型的精度。当剪枝率

大于 0.2而小于 0.4时，3种标准都能表现出与基线

模型近似的准确率。当剪枝率大于0.7时，L2 与其

他两种方法相比存在较大的性能差距。此外，模型

的准确性呈现出明显的下降趋势，这表明模型不能

仅追求压缩大小，还要考虑其性能的变化。综上，

剪枝率在0.3~0.6更具有实际应用效果。

3.5.4 退火方案的影响

将线性函数和Sigmoid函数分别作为退火函数

在ResNet-56上进行实验。实验结果如表5所示，在

FLOPs为 41.1%时，线性函数表现出更好的实验结

果。此时，Sigmoid函数实现了93.45%的准确率，而

线性函数实现了 93.61%的准确率。这表明 FD-

SKD在线性函数下可以实现更好的性能。如果从

预训练模型开始剪枝，当FLOPs下降为28.4%时，与

Sigmoid函数相比，使用线性函数准确率仍然可以

提升0.15个百分点。

4 结论

1）提出了一种名为基于滤波衰减的自知识蒸

馏压缩算法 FD-SKD，用于加速深度卷积神经网

络。相比于传统的剪枝算法，FD-SKD考虑了冗余

滤波器的预训练信息，减小了剪枝前后的模型差

异，使得模型更加高效、稳定。

2）滤波衰减策略能够在训练过程中动态控制

衰减速率以保证模型的收敛速度和性能，解决了传

统剪枝方法训练耗时长和性能低下的问题。更重

要的是，FD-SKD可以应用于任何滤波器剪枝方法。
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0.6）内，模型能够获得很好的性能。尤其是当其等

于0.5时，模型的准确率达到了93.6%。

3.5.3 滤波筛选准则的影响

探讨3种不同的滤波器选择标准对准确率的影

响，3 种标准分别为 L1 范数、L2 范数和几何中位

数。图 7 展示了使用 3 种的滤波筛选准则在 CI-

FAR-10 上训练 ResNet-56 并在不同剪枝率下的实

验结果。由图可知，当剪枝率低于 0.2时，L1 和 L2

都提高了模型的准确率。在这种情况下，FD-SKD

不仅压缩了模型，还提高了模型的精度。当剪枝率

大于 0.2而小于 0.4时，3种标准都能表现出与基线

模型近似的准确率。当剪枝率大于0.7时，L2 与其

他两种方法相比存在较大的性能差距。此外，模型

的准确性呈现出明显的下降趋势，这表明模型不能

仅追求压缩大小，还要考虑其性能的变化。综上，

剪枝率在0.3~0.6更具有实际应用效果。

3.5.4 退火方案的影响

将线性函数和Sigmoid函数分别作为退火函数

在ResNet-56上进行实验。实验结果如表5所示，在

FLOPs为 41.1%时，线性函数表现出更好的实验结

果。此时，Sigmoid函数实现了93.45%的准确率，而

线性函数实现了 93.61%的准确率。这表明 FD-

SKD在线性函数下可以实现更好的性能。如果从

预训练模型开始剪枝，当FLOPs下降为28.4%时，与

Sigmoid函数相比，使用线性函数准确率仍然可以

提升0.15个百分点。

4 结论

1）提出了一种名为基于滤波衰减的自知识蒸

馏压缩算法 FD-SKD，用于加速深度卷积神经网

络。相比于传统的剪枝算法，FD-SKD考虑了冗余

滤波器的预训练信息，减小了剪枝前后的模型差

异，使得模型更加高效、稳定。

2）滤波衰减策略能够在训练过程中动态控制

衰减速率以保证模型的收敛速度和性能，解决了传

统剪枝方法训练耗时长和性能低下的问题。更重

要的是，FD-SKD可以应用于任何滤波器剪枝方法。
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