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摘  要：针对桥梁、隧道等环境下产生的混凝土裂缝情况复杂、干扰因素多的问题，提出一种改进 Unet 模型（A-Unet）的

裂缝检测方法。以 Unet 网络为基础，研究了编码器的深度如何影响模型训练时间、检测精度。其次，在解码过程中设计一

种融合空间和通道注意力模块，将高分辨率的浅层特征与上采样获得的深层特征信息赋予不同权重，进一步增强裂缝特征。

同时，增加 dice 损失函数对模型进行评价，减少因检测目标与背景数量相差较大，导致评价不准确的问题。提出方法在测试

数据集中进行评价，精确度、MIou、召回率分别达到 94.70%、86.16%、91.34%。A-Unet 模型检测效果明显优于其他 5 种模

型。结果表明：利用该方法检测混凝土裂缝精度得到较大提升，且节约了模型训练时间，提高检测效率。 
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Abstract: A crack detection method based on improved Unet model (A-Unet) is proposed to solve the problems of 

complex concrete cracks and many interference factors in bridges, tunnels and other environments. Firstly, Unet-

based network, how the deep of the encoder affects the training time and detection accuracy of the model is studied. 

Secondly, in the decoder process, a fusion space and channel attention module is designed to give different weights 

to the high-resolution shallow features and the deep feature information obtained from the up-sampling to further 

enhance the crack features. At the same time, the dice loss function is added to evaluate the model to reduce the 

problem of inaccurate evaluation caused by the large difference between the number of detected objects and the 

background. The proposed method was evaluated in the test data set, the Precision, MIou and Recall rate reached 

94.70%, 86.16% and 91.34% respectively. Also, the detection effect of A-Unet model is significantly better than the 

other five models. The results show that the accuracy of concrete crack detection by this method is greatly improved, 

and the model training time is saved, and the detection efficiency is improved. 
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混凝土裂缝在任何建筑结构中出现都可能导

致重大安全事故。因此，对混凝土裂缝进行有效

的检测具有重要意义。传统的裂缝检测方法主要

是人工检测，该方法存在耗时长、精度低且对专

业技术人员的要求较高，对于建筑结构大、时间

紧的工程难以满足需求。为了寻找更有效的裂缝

识别方法，早期一些学者们提出了图像处理的检

测方法，主要有直方图[1]、边缘算法[2]、阈值分

割[3]、小波变换[4]。这些方法通过对裂缝图像处

理获取裂缝的位置、宽度，不仅可以降低对专业

技术人员的专业要求，而且可以提高检测效率。

然而，这些方法仍存在不足，对裂缝环境复杂地

区的识别度仍然不够。 

人工智能的迅速发展为混凝土裂缝的自动识

别提供新方向。其中，基于卷积神经网络的深度

学习在裂缝识别领域中得到广泛应用[5-9]。如大

坝裂缝检测[10-11]、桥梁裂缝检测[12-13]、隧道裂

缝检测[14-15]、路面裂缝检测[16]等。Unet 作为优

秀的网络模型被广泛关注，它是一种 Encode-

Decode 结构的网络，Unet 模型中的编码器可以结

合实际应用选择不同的网络。编码器可从混凝土

数据中提取主干特征，它类似于卷积神经网络。

因而，拥有良好的编码器可以较大提升裂缝识别

精度。通常将经典卷积网络作为 Unet 模型的编码

器如：VGG[17]、Mobilenet[18]、ResNet[19]等网

络。丁[20]等构建了基于深度学习与无人机的混凝

土裂缝检测方法，进行多尺度特征融合对多种裂

缝分割，分割误差小于 5%。周[21]等通过改进

Mask R-CNN 模型对钢纤维混凝土裂缝进行检测，

进行迁移学习，提升了裂缝检测精度。Wang[22]等

提出一种 I-UNet 的道路裂缝网络模型，采用空洞

卷积来扩大感受野，实验表明 I-UNet 网络模型比

U-Net 网络模型的鲁棒性更强。Shi[23]等利用

VGG-Unet 模型采用分别对压缩分割和裁剪分割

后的图像进行缺陷检测，对于大尺寸的缺陷裁剪

分割效果较好，对于小尺寸的缺陷效果欠佳。

Gao[24]等构建 UNet-MSAM 网络模型，通过添加

多尺度特征融合对图像进行裂缝检测，比不添加

多尺度特征的检测精度效果好。Yang[25]等在

Unet 模型中的编码器采用 ResNet 残差网络进行

特征提取，利用残差网络作为编码器的 Unet 模型

检测效果有所提升。用于完成其他任务的优秀模

型不能完全适用于复杂环境下的裂缝检测。优秀

模型的结构深度及参数量可能导致裂缝识别性能

的不足或冗余。因此，根据检查任务来选择合适

的网络深度是一个挑战。 

本文以经典 Unet 网络模型为基础，提出一种

改进的 Unet 网络模型，A-Unet(Advances Unet)。

通过编码器的选择和添加注意力机制两方面的优

化，提高裂缝特征的识别能力，在有效抑制干扰

的同时提高裂缝识别的精度和效率。 

1  研究方法 

基础Unet网络模型最早用于细胞检测，该网

络可能并不完全适用于裂缝检测。因此，为了选

择具有高检测精度和速度的最佳模型，提出适用

于混凝土裂缝检测的Unet网络模型。A-Unet框架

通过添加残差模块及模型深度、解码器中添加注

意力模块两部分改进。A-Unet网络应用于混凝土

裂缝识别的流程如图1所示。研究方法分为3部分：

（1）对裂缝图像数据进行预处理主要包括：数据

获取、数据裁剪、数据直方图均衡化及人工标记

数据；（2）获取A-Unet模型参数，主要包括：训

练数据集进行迁移学习[26]，获取混凝土目标参数，

验证数据集对目标参数进行微调；（3）利用训练

得到的目标参数进行混凝土图像语义分割，并对

模型进行评价。 
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图 1 A-Unet 网络在混凝土裂缝识别中的流程 

Fig. 1 Flowchart of A-Unet network in concrete crack recognition 

1.1 A-Unet 网络结构

Unet 网络通过编码器-解码器实现裂缝识别端

到端的语义分割，编码器主要通过卷积实现特征提

取，该编码器提取特征信息不全且易造成过拟合现

象，导致目标分割不准确。将浅层特征与解码过程

提取的深层特征直接进行叠加，该操作的缺陷在于

进行叠加的两个特征层置于同等地位，导致目标分

割精度低、边缘模糊。针对 Unet 存在的不足，将残

差模块引入编码器中，并在解码过程中对浅层特征

添加注意力模块，得到 A-Unet 网络（图 2）。A-Unet

是一个 U 型网络，从左到右依次分为编码过程、跳

跃连接、解码过程三部分。编码过程从上到下共有

5 个阶段，每个阶段由卷积网络、残差模块、批归

一化层、Relu 激活函数及大小为 2×2 的最大池化

层组成。解码过程共有 5 各阶段，每个阶段包含 2

个 3×3 的卷积网络、1 次叠加层、注意力模块。 

该注意力模块融合通道（Channel）和空间（Spatial）

两维度的注意力模块，融合注意力机制（简称 CS）

较大程度上降低了各种干扰因素，提高裂缝特征在

模型中的权重。如图 3 所示，首先，在编码器中提

取的 5 个裂缝特征层中分别添加通道注意力，提高

与裂缝特征相关的通道权重，降低与裂缝特征无关

的通道权重。下一次模型训练时，将更多的关注权

重大的通道，进一步提取深层次裂缝特征。同时，

在 5 个裂缝特征层中分别添加空间注意力，提高与

裂缝特征相关的空间位置权重，降低与裂缝特征无

关的空间权重，进一步提取深层次裂缝特征。最后，

将通道注意力获取的裂缝特征与空间注意力获取

的裂缝特征融合，获取多方位的特征。 

（1）通道注意力。假设浅层裂缝特征图为 F，对 F

进行全局平均池化，同时进行格式转化维度为 1×

1×C 的特征图 P（其中 C 为通道数）。之后进行两

次全连接，一次 Sigmoid 函数将特征范围锁定在 0-

1 之间，即每个通道的权值大小。最后，将获得的

权值大小乘上特征图 F，生成特征图 M 实现对浅层

特征图添加通道注意力机制。 

（2）空间注意力。首先在特征图 F 上每个特征点

所在通道中分别取出最大值和平均值，生成最大值

特征图和平均值特征图。其次，将这两个特征图进

行叠加之后进行一次通道数为 1 的卷积，使用一次

Sigmoid 函数。最后，将获得的权值大小乘上特征

图 F，生成特征图 N 实现对浅层特征图添加空间注

意力机制。 

（3）叠加。将特征图 M 和特征图 N 进行叠加，生

成特征图 Q。特征图 Q 具有通道和空间两部分的权

重分布，因此获得了多方位的特征，能更好的侧重

目标区域，忽略各种干扰。 
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图 2 A-Unet 模型结构 

Fig.2 A-unet model structure 
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图 3 融合注意力模块（CS） 

Fig.3 Fusing the attention module

2 结果与讨论 

2.1 数据集制作 

钢筋混凝土常年裸露于室外，钢筋混凝土裂

缝环境复杂，通常伴随着其他缺陷，如腐蚀、锈

蚀等影响。因此，本文自制钢纤维混凝土试块并

在裂缝周围模拟 2 种缺陷，一种缺陷为数字

(number)、另一种缺陷为单词(vocabulary)。首先，

制作混凝土试块。试验原材料分别为： P·O42.5

普通水泥、5-20mm 碎石、中砂、减水剂、平直型

镀铜钢纤维等。将制作好的混凝土试块加载不同

大小、方向的荷载，从而获取不同大小、方向的

裂缝。有些裂缝细且长，有些裂缝宽度较大但形

状及裂缝边缘更粗糙。如图 4 所示，(a)为细长条

状的混凝土试块，(b)为不规则裂缝的混凝土试

块。其次，对获取的混凝土试块，进行图像裁

剪。原始图像大部分为背景，在图像处理过程中

不仅无作用且耗费大量模型训练时间，因此原始

图像进行裁剪， 图像大小剪裁为 512×512×3 大

小。本试验共制作 116 个大小为 100 mm×100 mm

×400 mm 棱柱试块，基于迁移学习进行裂缝参数

调整，因此，不需要大量训练图像。获取的 116

张图像，其中 90 图像数据作为训练及验证集，26

张图像作为测试集。
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(a)                         (b) 

图 4 混凝土裂缝获取（a）细长条裂缝（b）不规则裂缝

Fig. 4 Concrete cracks obtained (a) Slender cracks (b) Irregular 

cracks 

由于钢筋混凝土图像的整体亮度都偏暗，而且

由于钢筋混凝土图像的整体亮度都偏暗，而直方图

均衡化[27]可以扩展亮度从而调整对比度，对于目

标和背景像素值相近的图像效果显著。因此，对图

像数据输入网络模型前，先对图像进行直方图均衡

化凸显裂缝的局部特征。图 5（e）为经过直方图均

衡化后的图像。由图可知，原始裂缝图像中的裂缝

灰度值虽然比背景要暗很多，但是区别没有特别明

显。而图 5（e）中预处理后图像中的裂缝与背景的

差异增大，裂缝呈黑色，而背景仍然比较亮，说明

预处理图像对裂缝识别有增强作用。同时，RGB 三

个波段(图 5b-d、图 f-h)预处理后的灰度直方图都发

生了变化，因此对其直方图进行均衡处理，可增强

细节信息表达。最后，对增强后的数据使用 labelme

软件进行标签制作如图 6 所示其中(a)为原始图像、

(b)为原始图像 R 波段直方图、(c)为原始图像 G 波

段直方图、(d)为原始图像 B 波段直方图、(e)为预处

理后图像、(f)为预处理后图像 R 波段直方图、(g)为

预处理后图像 G 波段直方图、(h)为预处理后图像 B

波段直方图。 

  

图 5 混凝土裂缝预处理直方图对比(a) 原始图像(b)、(c)、(d) 原始图像 RGB 直方图(e) 直方图均衡化后图像(f)、(g)、(h)直

方图均衡化后 RGB 直方图 

Fig.5 Contrast of histogram of Concrete Crack Pretreatment (a) Original image (b), (c), (d) RGB histogram of the original image (e) 

After histogram equalization Image (f), (g), (h) After histogram equalization RGB histogram 

 

图 6 标签制作(a)原始图像(b)标签图像 

Fig.6 Label (a) original image   (b) label image 

(a)                 (b)                 (c)                  (d) 

(e)                 (f)                 (g)                  (h) 
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3.2 试验参数设置 

本研究在同一台计算机上完成网络模型的训

练、测试。计算机配置为：AMD 锐龙 73800X 处理

器，NVIDIA GeForce RTX 2060 显卡。环境配置如

下：Python3.6，CUDA10.1，Tensorflow2.2.0。在训

练过程中，数据样本的 90%进行训练，并将 90%数

据样本进行验证。采用 Voc 数据集在 Unet 模型中

得到的训练权重作为训练权重，即迁移学习。为加

快训练速度，初始训练时设置一个较大的学习率

0.0001，随着迭代次数的增加，损失函数趋于平稳

后学习率改为 0.00001。优化器为 Adam，momentum

设置为 0.9。每个模型样本迭代 100 次，损失值趋于

平稳。 

3.3 精度评价指标 

对于语义分割任务，交并比（MIoU）、召回率

（Recall）、精确率（Precision）3 个指标来评价分割

结果。交并比是指裂缝的真实像元数和预测像元数

相交并的比值。召回率是指样本中裂缝的像元数有

多少被预测出来。精确率是指预测为裂缝的像元占

总裂缝像元的比值。TP(true positive)是指将目标检

测为正确目标的像元数；FP(false positive)是指将背

景检测为目标的像元数；FN(false negative)是指将目

标检测为其他目标的像元数；TN(true positive)是指

将背景预测为背景的像元数，计算公式见表 2。 

表 2 精度评价公式 
Tab.2Accuracy evaluation formula 

Evaluation indicators Formula 

MIoU MIoU =2P/P∪G  

Recall Recall=TP/(TP+FN) 

Precision Precision=TP/(TP+FP) 

3.4 试验结果 

3.4.1 网络深度试验 

编码器的深浅直接影响特征提取，对残差模块

引入的数量进行讨论，在编码器中分别添加残差模

块 Res36、Res48、Res99、Res138 进行对比，其中

数字代表残差模块的个数。图 7 显示了 4 种不同深

度网络模型的损失曲线。基于迁移学习的权重，在

前几次迭代中损失值较大，为更好的显示整个损失

曲线的趋势，去除前 10 次迭代的损失值。4 种网络

模型的训练损失曲线经过几十个世代后都趋于平

稳，损失值基本都趋近于 0，说明 4 种网络对混凝

土裂缝训练都取得较好的效果（图 7）。Unet-Res36、

Unet-Res138 损失值在迭代 50 次左右都出现不同层

度的波动，随后验证损失曲线又趋于平稳并接近 0。

然而，Unet-Res36 和 Unet-Res48 验证曲线较为平稳

且损失值一直处于较低水平，相比其他 2 种网络模

型，Unet-Res36 和 Unet-Res48 网络模型的损失曲线

表现较佳。 

 

图 7 训练数据集的损失曲线 

Fig. 7 the loss curve of the training data set 

图 8 总结了 4 种深度网络模型精度指标。随着

网络深度的增加，MIou 值由 82.21%首先增加到

84.29%后略微下降到 83.53%及 83.63%。Accuracy

值由 93.41%先增加到 94.42%后降低到 92.59%。

Recall 值在 4 种网络模型中并没有明显变化，大致

上呈现网络深度越深 Recall 值越大，在 Unet-Res138

时为最大值 89.19%。同时，通过对比 3 种精度评价

指标可以发现，Unet-Res48 在 MIou 和 Precision 这

两个指标中的精度表现最佳，Recall 表现略逊于

Unet-Res138 网络，降低 0.49%（图 8a）。所有的网

络模型都能较好的识别各类缺陷，Crack 识别精度

最高达到 95%。对于所有缺陷，Unet-Res48 网络模

型的识别精度都等于或优于其他 3 种网络模型（图

8b）。总体而言，Unet-Res48 网络模型的综合表现最

佳。综合考虑分析可知，网络模型对裂缝的识别并

不是深度越深越好，而是在一定范围内取得最佳识

别效果。
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                     （a）                                      (b) 

图 8 不同残差网络精度对比图(a)4 种网络深度的 3 种精度对比(b) 4 种网络深度的 3 种类别精度对比 

Fig. 8 Comparison of network accuracy of different residuals (a) Comparison of three accuracy levels for four network depths (b) 

Comparison of three classification accuracy levels for four network depths

Unet-Res36 由于残差网络较浅，在提取目标特

征的能力不足，错检、漏检目标较多，如图 9 所示，

其中（a）为原始图像，（b）为 Unet-Res36，(c)为

Unet-Res48，（d）为 Unet-Res99，（e）为 Unet-Res138。

随着网络残差网络的加深（图 9c、d），Unet-Res48

及 Unet-Res99 模型提取目标特征的能力不断增强，

目标检测的准确度得到较大改善。其中，微小裂缝

在一定程度上也被精确识别。然而，进一步增加网

络深度并未提高目标识别精度，相反检测精度下降，

出现漏检、错检的情况（图 9e）。由图 8、9 我们可

知，残差网络对混凝土裂缝的识别能力并不是层次

越多识别效果越好。出现这种情况的原因可能是裂

缝本身的图像特征较明显且与背景差异性较大，因

此不需要过度提取裂缝特征。如果过于注重深层次

裂缝特征提取，反而会导致特征不明显导致识别精

度有所下降。通过试验分析可知，Res48、Res99 的

网络深度最适合裂缝特征提取作为 Unet 网络的编

码器。 

 
(a)               (b)                 (c)                  (d)                (e) 

图 9 不同残差网络深度对裂缝识别的效果图（a）为原始图像，（b）为 Unet-Res36，(c)为 Unet-Res48，（d）为 Unet-

Res99，（e）为 Unet-Res138 

Fig. 9 Effect diagram of crack recognition by different residual network depth. (a) original images (b) Unet-Res36 (c) Unet-Res48 (d) 

Unet-Res99 (e) Unet-Res138 
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3.4.2 注意力机制对比试验 

选取最佳编码器后，在 Unet 网络上采样层分

别添加 CS 注意力机制，取名为 A-Unet。由于编码

器的深度不同，为便于区分在 A-Unet 末尾加上网

络的层数，如 A-Unet48 代表编码器为 Res48 的网

络。为更好的比较注意力模型对混凝土裂缝识别的

影响，在 Unet-Res 模型基础上，对不同深度网络分

别添加常用的通道注意力机制 eca 及空间注意力机

制 cbam 进行对比试验，从而验证 CS 模块的有效

性。 

图 10 显示了添加不同注意力机制后各网络模

型的精度图。添加了注意力模块的网络模型对目标

的识别综合精度比未添加注意力模块的网络模型

的综合精度普遍更高（图 10）。除了 Unet-Res99-eca、

Unet-Res138-cbam 网络模型的综合精度比 Unet-

Res99、Unet-Res138 略低，说明添加注意力机制对

目标识别有所助益。另外，所有添加了 CS 注意力

模块的网络精度都相应的比未添加注意力模块或

添加其他注意力模块的网络精度要高，表明结合通

道和空间注意力机制能更好的提取目标物。通过对

比网络模型可知 A-Unet99 的综合精度评价分值最

高，说明 A-Unet99 对混凝土裂缝识别效果最佳。而

A-Unet48 的综合精度值排在第 2 位，综合精度略低

于 A-Unet99，这与前述使用 Res48 残差网络作为编

码器为最优有些冲突。可能的原因是添加注意力机

制后，编码器能更好的将空间、通道之间的裂缝特

征紧密联系在一起。因此，相应的增加网络深度可

以适当的提高识别精度。 
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图 10 不同注意力机制网络模型的精度 

Fig. 10The precision of the network model of different attention mechanism

图 11 显示了以 Res99 为编码器，添加各注意

力模块的预测结果。A-Unet99 具有较高的检测精度，

误检、漏检的现象肉眼很难分辨出，其他网络存在

多处误检、漏检现象。其中，Unet-Res99-cbam 表现

最差，只添加空间注意力模块不能提高检测精度，

反而混淆了目标和背景，说明添加注意力模块时需

要针对具体任务选择合适的注意力模块。
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(a)                  (b)               (c)                (d)                  (e) 

  

图 11 不同注意力机制网络模型的裂缝结果(a)原始图像(b)Unet-Res99(c) Unet-Res99-cbam (d) Unet-Res99-eca(e)A-

Unet99 

Fig. 11 Crack results of different attention mechanism network models (a) original images (b) Unet-Res99(c) Unet-Res99-

cbam (d) Unet-Res99-eca (e)A-Unet99 

 

3.4.3  A-Unet 网络模型对比试验 

为更好的评估 A-Unet 网络模型，在保证环境

配置与训练数据集不变时，分别采用 Unet-VGG16、

Deeplabv3+、Mask-R-CNN、PSPnet、T-M-R-CNN[20]5

种语义分割模型与本文 A-Unet48、A-Unet99 模型

进行对比。由表 4 可知，A-Unet48、A-Unet99 模型

的精度比其他模型的精度高出许多，A-Unet99 的精

度比 Deeplabv3+的精度高达 16.22%，比 T-M-R-

CNN20的精度高出 3.39%，说明 A-Unet 网络模型能

更好的提取裂缝特征。 

对比参数训练时间可知 Deeplabv3+、pspnet 训

练时间最短，但它们的识别精度较低，其他网络训

练时间都比 A-Unet 的参数训练时间要长。其中，T-

M-R-CNN 识别精度为 91.31%，但是所需的训练时

长为 896 分钟，训练时间紧较长。A-Unet48、A-

Unet99 网络所需的训练时间仅为 331、357 分钟，

在大大减少训练时长的情况下，识别精度最佳。试

验说明，A-Unet 网络在效率及精确度两方面表现突

出。 

表 3 不同网络模型精度、训练时间对比 
Tab.3 comparison of precision and training time of different network models 

Methods Precision/% Recall/% MIou/% Training 

time(min)  

Epoch 

Mask-R-CNN 87.64 83.62 80.56 398 100 

Unet-VGG16 92.62 86.53 81.30 403 100 

T-M-R-CNN20 91.31 88.67 83.45 896 100 

Deeplabv3+ 78.48 46.58 42.77 15 150 

PSPnet 74.27 42.54 38.19 105 150 

A-Unet50 94.00 90.31 85.48 331 100 

A-Unet101 94.70 90.44 86.16 357 100 
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4 结论 

本文提出适合混凝土裂缝识别的 A-Unet 网络

模型，实现像素级裂缝识别。通过研究残差网络的

深度对混凝土裂缝识别的影响。设计空间及通道多

维连接的 CS 注意力机制模块，有效增强目标特征

提取。得出以下结论：1.随着编码器网络的加深，模

型的性能先得到一定的提升，随后性能下降。2.添

加融合注意力模块的 A-Unet 模型总体性能得到提

升，最高精度达到 94.7%。3. 与其他方法相比，用

于训练模型的训练时间、迭代次数更少、检测精度

更高。未来，采用更多复杂环境下的裂缝图像进行

训练，包括不同的损伤类型进一步提高 A-Unet 性

能。 
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