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基于独立分类网络的开集识别研究
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摘要：【目的目的】为解决图像分类模型面对传统闭集训练方式出现的模型缺乏开集泛化性的问题，提出了一种分离式的独立分类

网络结构。【方法方法】每个类别都包含独立的线性特征层，特征层中设计的神经元节点能够在有限的数据样本下更准确地捕获类

别特征。同时，在模型训练时，文中引入了一类无需标注的负样本，使得模型在构建决策边界时不仅依赖于已知类别的特征

差异，在不增加额外标注样本的情况下，增加模型决策边界的开集泛化性。【结果结果】结果表明：独立分类网络开集识别（ICOR）

模型结构和开集自适应训练策略均能有效改善传统模型开放集识别（OSR）性能；随着开放度的增加，能表现出更好的鲁棒

性，能更有效地降低模型的 OSR 风险。【结论结论】提出的独立分类网络并融合开集自适应训练的算法比现有开集识别算法具有

更优的开集识别性能。
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Abstract:【Purpose】In order to solve the problem of image classification models lacking open set generaliza-

tion due to traditional closed set training methods when facing open set recognition problems, we propose a sepa-

rate independent classification network structure.【Method】Each category contains an independent linear fea-

ture layer. The neural nodes designed in the feature layer can capture the category features more accurately under

limited data samples. At the same time, a class of negative samples without labeling is introduced in the model

training, so that the model not only relies on the feature difference of the known categories when constructing

the decision boundary, but also increases the open set generalization of the model decision boundary without add-

ing additional labeled samples.【Result】The results show that both the ICOR model structure and the open-set

adaptive training strategy can effectively improve the OSR performance of traditional models; with the in-

crease of openness, it can demonstrate better robustness; can more effectively reduce the OSR risk of the model.

【Conclusion】The proposed independent classification network combined with open-set adaptive training algo-

rithm has better open-set recognition performance than existing open-set recognition algorithms.
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【研究意义研究意义】在实际应用中，由于无法准确预知

样本的分布，预先设计好的分类器在面对未知类别

样本时难以保持较高的分类准确性，这就是开放集

识别问题（open set recognition，OSR）[1]。近年来许

多学者针对这个问题提出不少方法，总的来说，分

成生成式和判别式两种[2]。

【研究进展研究进展】判别式方法通过正则化收缩已知

类在特征空间的决策边界，并在特征空间内给未知

类分配区域，从而缓解模型的过度泛化，降低模型

的OSR风险[3-5]。例如：Scheirer等[1]提出基于支持向

量机的OSR算法，通过设计一个额外的超平面来区

分已知和未知类别；Zhang等[3]采用极值理论对数据

的尾部分布进行重新建模，提高了模型对尾部分布

数据的处理能力；Bendale等[4]揭示了 Softmax激活

函数不适用于 OSR 任务，并提出了 OpenMax 算法

作为深度学习领域OSR问题的第一个解决方案。

生成式方法通过约束已知类在特征空间的分

布来缩小模型的决策边界，从而提高模型的OSR性

能。例如：Neal等[6]提出使用生成对抗网络（genera-

tive adversarial networks，GAN）生成实例样本，并对

生成样本进行概率估计来扩充已知类的分布，使分

类器能够更加准确地区分已知类和未知类；Zhang

等[7]采用自动编码器技术对输入样本进行重建，通

过对比重建误差来评估输入样本；Xia等[8–10]通过在

特征空间内对已知类的原型设计空间约束，限定未

知类原型在特征空间的分布区域，以此来降低模型

的OSR风险。

判别式方法依赖于对照组样本来确定各类别

特征的分布，因此需要有足够数量的对照组样本，

才能准确刻画每个类别的边缘特征。生成式方法

通过生成方法学习每个类别自身的特征分布，同样

需要足够丰富的自身样本才能训练出可靠的生成

模型。但实际应用中，可能无法获得足够数量的标

注样本。此时，由于自身样本特征稀疏，无论是判

别式模型还是生成式模型的训练都面临较大困难。

【关键问题关键问题】卷积神经网络（convolutional neu-

ral network，CNN）和ViT（vision transformer）[11]被广

泛应用于图像分类任务。本文以CNN和ViT模型

结构为基础，对模型结构和训练策略进行了优化，

提出了一种适用于 OSR 问题的模型结构--独立分

类网络开集识别（independent classifiers for open-

set recognition，ICOR）模型，以及一种新的模型训练

策略--开集自适应训练。

【创新特色创新特色】本文的创新点主要体现在以下方

面：提出了独立分类网络结构，该结构给未知类别

提供了分类区域，过独立的线性层捕获更多类别特

征，帮助模型学习更完备的特征；提出了一种开集

自适应训练策略，在训练中增加了一类未标注的开

集数据集作为所有已知类数据的负样本，通过额外

对比已知类和负样本的特征差异来使模型学习更

完备的已知类特征；本文的 ICOR模型结构通过少

量数据样本就可实现模型的训练，降低了在研究过

程中模型对标注图像的依赖。

1 研究方案

ICOR算法的总体框架如图1所示。

1.1 特征提取网络

实际应用中，数据样本的获取和标注往往是个

难题。为此，本文在对 ICOR模型的特征提取网络

（feature extraction network）参数初始化时，采用了

迁移学习的策略 [12]。为了验证 ICOR 模型结构的

普适性，在实验中，本文采用了 3 种具有代表性的

特征提取网络：经典的ResNet50深度模型[13]、轻量

图1 ICOR模型总体框架
Fig. 1 Overall framework of ICOR mode
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化的 MobileNet 模型 [14]和基于注意力机制模块的

ViT 模型 [11]。

迁移学习策略的适用性受源任务与目标任务

的相似度、数据分布差异的影响。因此，在进行参

数迁移时，选择了与 ICOR模型相同类型的图像分

类模型，使用在 ImageNet1K数据集（ResNet50、Mo-

bileNet）[13-14]和 JFT-3B数据集[11]（ViT）上预训练的模

型参数初始化 ICOR模型的特征提取网络。输入图

像经过特征提取后的对应表达式为

Vk = G(θG,Ik) （1）

式中：Ik 为输入图像；θG 为特征提取网络 G(∙) 的模

型参数。对于输入图像 Ik ，经过特征提取网络后得

到共享特征向量 Vk（share feature layer）。其中，

G(∙) 决定特征向量Vk 的输出维度，θG 决定特征向量

Vk 的特征属性。

1.2 独立分类网络

传统图像分类模型常使用Softmax交叉熵函数

构建分类损失，这导致了两个问题：Softmax函数的

归一化机制将整个特征空间划分给了已知类，没有

给未知类别留有分类区域；Softmax容易导致模型

过于关注目标类，降低了模型对非目标类的学习权

重，容易导致模型陷入局部优化。

ICOR模型中，引入了图1所示的分离式独立分

类网络结构（independent classification network）。

每个独立分类网络结构包含了若干个独立神经元

节点，与共享特征层之间使用全连接结构连接，激

活函数采用 GELU。同时，在输出端使用 Sigmoid

激活函数对分类器的输出进行独立归一化到 0~1。

第 i个类别的预测概率可以表达为

P(yi|Vk) = Sigmoid(Fi(φi|Vk)) （2）

式中：Vk 为特征提取网络输出的特征向量，所有独

立分类器共享该特征向量；Fi(∙) 为属于类别 yi 独立

分类器；φi 为该独立分类器的模型参数。独立分类

网络将M分类转换成了M个单分类，每个独立网络

只需要独立判断输入样本属于本类别的概率，这使

得已知类别在特征空间内的分布形成闭合的区域，

从而实现已知类和未知类在特征空间上的分离，给

未知类别在特征空间内保留了分类区域。针对每

一个独立分类器的预测输出，均使用二值交叉熵函

数进行单独构建误差损失，计算式为

L =

ì

í

î

ïï
ïï

- 1
N∑k = 1

N ∑
i = 1

M

log(P(yi|xk)), tk = 1

- 1
N∑k = 1

N ∑
i = 1

M

log(1 -P(yi|xk)), tk = 0
(3)

式中；xk 为输入图像；N为迭代中的批次数量；M为

已知类别的数量。训练中，对于单个独立分类器，

只有当输入样本属于第 i类时，才被视为该类别的

正样本。因此，ICOR模型对正负样本的学习权重

是相同的，通过增加模型对负样本特征的学习，可

以促使模型缩小正样本类在特征空间内的决策

边界。

1.3 开集自适应训练

在常规监督分类任务训练中，由于标签提供的

信息有限，模型可能会拟合一些仅在闭集训练集下

有利于分类的特征，这些特征可能并不具备开集泛

化性。此外，在实际应用中，往往无法有效收集到

足够的数据样本，这可能会导致模型过拟合，使得

其特征学习偏向于局部优化。

本文提出了一种如图2所示的开集自适应训练

策略。在模型训练时，额外添加了负样本图像。尽

管负样本图像未进行细致的类别标注，但在模型训

练中仍然可以提供额外的对比特征，使模型在构建

已知类的决策边界时，不局限于已知类的特征差

异，这些额外的特征差异信息可以从侧面反映已知

类别的边缘特征分布。当模型用于构建决策边界

的特征足够丰富时，模型在面对全新的开集数据

时，紧凑的决策边界能赋予模型更好的鲁棒性。这

图2 开集适应性训练
Fig. 2 Open set adaptive training

81



华 东 交 通 大 学 学 报 2024年

种方式的优势在于，无需标注的数据样本十分易

得，可以直接对大型数据集进行随机采样。

图 2 中，A 和 B 表示的是训练集中闭集类对应

的图像，实际问题可能还存在其他类，本文仅以 A

和B类为例进行描述说明。 ? 表示未经过标注的未

知类别的任意图像，其中 (A,B)∉ ? 。开集自适应训

练的步骤包括。

步骤 1 构建图 1所示的 ICOR模型，加载特征

提取网络的预训练权重，在闭集条件下训练模型

（Close training），直至模型收敛，保存模型。

步骤 2 使用步骤 1 中保存的模型对未标注的

负样本图像 ? 进行预测（Open testing），并将预测值

高于设定开集阈值的负样本图像保存。图2中A′表

示图像 ? 的预测值高于设定的开集阈值（Open

threshold value），且对应的预测类别为A。

步骤3 将步骤2中保存的图像（A′和B′）与闭集

图像进行混合，并用于模型的开集自适应训练

（Open set adaptive training），直至模型收敛，并保存

模型。其中，图像A′和B′对于任何一个独立分类网

络的真实标签均设置为 0 ，表示不属于任何闭集已

知类别。

步骤 4 使用验证集图像对步骤 3 保存的模型

进行验证（Open set verification），计算模型的开集

和闭集精度。其中，开集验证集C中包含了已知类

和未知类图像。

步骤 5 重复步骤 2到 4，直到模型的开集和闭

集精度达到预期要求后，开集自适应训练结束，保

存最终模型。

在开集测试中，当输入样本的预测值小于设定

的开集阈值时，被判定为开集类；反之，为闭集类。

在步骤2中，尽管负样本图像可能被识别为已知类，

但负样本图像仍然在特征空间内有其所属的分类

区域，在步骤3中通过标签信息来不断的迭代学习，

负样本图像能逐步地压缩已知类在特征空间内的

区域，达到收缩已知类别决策边界的目的。

2 实验与分析

实验中，模型的学习率为0.001，学习动量为0.5，

权重衰减率为0.000 05。实验平台服务器CPU为W-

2133 CPU@3.60GHz，GPU为GeForce GTX 1080Ti，

搭载Pytorch深度学习框架。

2.1 数据集介绍

正如 1.3节所分析的，研究在少量样本条件下

的OSR问题对解决实际工程应用问题具有极大的

实际价值。为此，本文收集了两个小型的数据集。

2.1.1 小型数据集FDS

小型数据集（few data set，FDS）包含 100 类实

际环境中的物品，每类物品从不同角度采集20张图

像。数据集的部分展示如图3所示。

实验中，按照 1 : 9 来随机划分闭集和开集类

别，每个类别按照 1 : 3随机划分训练集和验证集。

同时，为了便于 ICOR模型的开集自适应训练，本文

收集了一个不做类别标注的未知类数据集（un-

known data set，UDS），一共包含5 000张图像，涵盖

各类生活用品、服饰、地标等。其中，UDS数据集与

FDS数据集之间在类别上不存在交集。

2.1.2 数据集 Imagenet-Crop

图像背景信息可能会对模型训练造成影响，为

增加实验的对比性，本文基于 Imagenet1K数据集制

作了比 FDS 数据更加复杂的 Imagenet-Crop 数据

集。实验中，随机从 Imagenet1K的 1 000个类别中

选取10个类别作为闭集类别用于模型的闭集训练，

在剩余的 990类中，划分 400类作为开集类别用于

模型开集测试，590类作为未知类别。

本文聚焦于研究模型的OSR性能，在实验中适

当的增加了 Imagenet-Crop数据集中闭集图像的数

量，以保证模型的闭集精度。实验中，在闭集类别

对应的训练集内随机抽取 100张图像，按照 2 : 8的

比例划分训练集和测试集。

2.2 实验设计

为了评估 ICOR模型和开集自适应训练策略的

有效性。本文设计了在同等实验条件下关键参数

的消融实验、模型开放度实验以及与现有OSR算法

的对比实验。

图3 部分数据集展示
Fig. 3 Partial presentation of the data set
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2.3 消融实验

2.3.1 独立分类网络对模型开集性能的影响

AUROC常被用于评估模型的OSR性能[8-9]，然

而AUROC值只考虑到模型对已知类和未知类的分

辨能力，并未考虑到模型对已知类的正确分类能

力。本文采用“开集精度（open accuracy，OA）”来评

估模型识别已知类和未知类的能力，并通过“闭集

精度（close accuracy，CA）”来评估模型对闭集类别

的正确分类能力，其定义为

ì

í

î

ï

ï
ïï

ï

ï
ïï

OA =
∑

i = 1

pOⅡ(yi
* < od)

PO

CA =
∑

i = 1

pCⅡ(yi
*≥ od & yi

* = clsi)

PC

（4）

式中：PO 与 PC 分别为测试集中开集和闭集样本的

总数；yi
* = arg max(y1

*,y2
*,⋯,yM

*) ，即对于输入样本

xi ，y*
i 表示M个独立分类网络中对应预测输出的

最大值；Ⅱ为指示函数，当逻辑为真，函数结果为1；

clsi 为输入样本 xi 的正确标签；od 为开集拒判阈

值。由于 ICOR模型中每一个独立分类网络都通过

Sigmoid函数激活输出，可以看作是逻辑回归的二

分类，故设定开集拒判阈值为0.5。

为平衡模型性能和计算资源的消耗，本文通过

多次实验的先验知识确定每个独立分类网络的神

经元节点个数为共享特征层的十分之一。在 FDS

和 Imagenet-Crop数据集上，训练次数为 200次，采

取解冻训练模式，即不对网络层进行冻结，训练所

有模型的所有网络层。实验结果如表1所示。

表1中，1、4、7三组使用Softmax函数的模型在

闭集条件下具有良好的识别精度，表明模型已经成

功收敛。然而，这3组模型的最高OSR精度不超过

0.474（1组）。此外，Sigmoid组模型对应的表1中的

2、5、8组实验结果表明，在FDS数据集上，3组模型的

OSR 精度分别提高至 0.824、0.707 和 0.826，这表明

Sigmoid函数对模型的OSR性能有所提高。然而，在

Imagenet-Crop数据集上，这些模型仍然表现出极高

的OSR风险。例如，第8组的OSR精度仅为0.437，

相对于第7组Softmax组的0.331仅有0.1的提升。

表 1中的 3、6、9组对比实验结果表明，在两个

数据集下，ICOR 模型均实现了最高的 OSR 精度。

在 Imagenet-Crop 数据集上，最低的 OSR 精度也达

到了 0.792（9 组），高于 Sigmoid 组最高的 0.744（2

组）。此外，通过比较Softmax和Sigmoid组的闭集

精度可以发现，使用Sigmoid函数可以提高模型的

OSR 精度，但同时也可能降低模型的闭集识别精

度。而本文提出的 ICOR 模型在同样的实验条件

下，既保证了较高的闭集精度，同时对模型的OSR

性能具有良好的改善效果。

2.3.2 开集自适应训练对模型开集性能的影响

为评估开集自适应训练策略对模型OSR性能

的影响，本文在3组模型的Sigmoid和 ICOR组的闭

集训练基础上进行了开集自适应训练。训练中，在

开集测试时，选择在闭集验证集中有95%以上样本

被分类正确的预测置信度作为开集阈值。模型训

练分两个阶段，首先进行100次的闭集训练，然后进

行100次开集自适应训练。实验结果见表2。

表1 开集和闭集精度对比

Tab.1 Comparison of open set and closed set

Model
order

1

2

3

4

5

6

7

8

9

Model
name

ResNet50+Softmax

ResNet50+Sigmoid

ResNet50+ICOR

MobileV2+Softmax

MobileV2+Sigmoid

MobileV2+ICOR

ViT+Softmax

ViT+Sigmoid

ViT+ICOR

FDS

Close

0.999

0.996

0.995

0.982

0.980

0.986

0.999

0.994

0.999

Open

0.474

0.824

0.940

0.399

0.707

0.971

0.345

0.826

0.890

Imagenet-Crop

Close

0.999

0.984

0.971

0.998

0.994

0.998

0.999

0.995

0.999

Open

0.471

0.744

0.882

0.294

0.692

0.936

0.331

0.437

0.792

表2 开集自适应训练试验对比
Tab.2 Comparison of open set adaptive training

Model
order

1

2

3

4

5

6

7

8

9

10

11

12

Model
name

ResNet50+Sigmoid

ResNet50+Sigmoid(K+)

ResNet50+ICOR

ResNet50+ICOR(K+)

MobileV2+Sigmoid

MobileV2+Sigmoid(K+)

MobileV2+ICOR

MobVile2+ICOR(K+)

ViT+Sigmoid

ViT+Sigmoid(K+)

ViT+ICOR

ViT+ICOR(K+)

FDS

Close

0.996

0.999

0.995

0.996

0.979

0.980

0.986

0.999

0.993

0.995

0.999

0.994

Open

0.824

0.949

0.940

0.988

0.707

0.940

0.971

0.988

0.826

0.959

0.890

0.981

Imagenet-Crop

Close

0.984

0.995

0.971

0.968

0.994

0.951

0.998

0.978

0.999

0.988

0.999

0.993

Open

0.744

0.969

0.882

0.992

0.692

0.972

0.936

0.989

0.437

0.933

0.792

0.974
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表2中，K+表示模型经过开集自适应训练后的

结果。2、6、10组的对比结果表明，经过开集自适应

训练后，Sigmoid和 ICOR组模型在两个数据集上的

OSR精度均提升至 0.9以上。因此，可以证明开集

自适应训练能够有效提高模型的OSR性能。此外，

在相同的特征提取网络下，ICOR 模型相较于 Sig-

moid能更有效地提升模型的OSR性能。这也表明

独立分类网络设计的有效性。

2.4 开放度测试实验

为了通过有限的未知类别估计模型在更加开

放的环境中的OSR性能的鲁棒性，本文设计了开放

度测试实验来进一步评估模型的开集性能。数据

集的开放度（Openness）[1]是指在测试过程中出现未

知类别的比例，其定义为

Openness = 1 - 2CT

CE + CR

（5）

式中：CT 为训练中的已知类别数；CE 为验证集中

的已知类别数；CR 为验证集中已知类别和未知类

别数之和。本文实验中，验证集包含了所有训练类

别。根据式（5），FDS和 Imagenet-Crop数据集对应

的最大开放度分别为0.574和0.782。

F1值结合了准确率和召回率两个指标，常被用

于评价二分类任务模型的综合性能，开集识别问题

可以被视为一个简化的二分类任务，即模型是否准

确识别已知类和未知类。模型在不同开放度条件

下的F1分数的变化趋势如图4所示。

图4（a）和图4（b）展示了3组模型闭集条件下，

在FDS和 Imagenet-Crop数据集上进行开放度实验

的结果。实验表明，随着数据集开放度的增加，模

型在测试过程中需要处理更多未知类别，各组模型

的综合 F1 分数逐渐降低，这与预期实验趋势一

致。其中，Sigmoid 组的折线图位于 Softmax 组上

方，这表明使用Sigmoid比使用Softmax具有更优的

开集识别性能，但随着开放度的增加，Sigmoid组的

F1分数迅速下降，表明Sigmoid仅在低开放度条件

下表现出良好的鲁棒性。相比之下，ICOR模型的

折线位于最上方，并且随着开放度的增加，F1分数

下降的速度要较为缓慢，表明相对于其他两组模

型，ICOR模型具有更优的开集鲁棒性。

图 4（c）和图 4（d）展示了 3 组模型经过开集自

适应训练后在FDS和 Imagenet-Crop数据集上进行

开放度实验的结果。在相同的开放度条件下，ICOR

图4 模型开放度实验结果
Fig. 4 Experimental results of model openness
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组的综合F1分数高于Sigmoid组。Sigmoid组的折

线在开放度较小时呈水平状态，但在开放度大于

50%和 60%时，折线的斜率急剧降低，模型的F1分

数急剧下降。这表明Sigmoid组在开集适应性训练

后，在低开放度下能够保持较高的开集精度，但随

着开放度的增加，仍然存在严重的开集识别风险。

实验中，ICOR组的折线斜率始终保持着缓慢的下

降趋势，模型表现出更优的鲁棒性。

2.5 算法对比实验

为验证ICOR算法对比其它OSR算法（AMPFL[8]、

SLCPL[9]、ARPL[15]、GCPL[10]）对现有模型 OSR 性能

改善的优势，本文在 FDS 和 Imagenet-Crop 数据集

上进行了对比实验。实验中，所有算法使用同一特

征提取网络，并使用迁移自 Imagenet1K数据集的预

训练参数。实验中模型迭代次数均为 200次，实验

结果如表3所示。

表3中7到18组的实验结果表明，AMPFL、SL-

CPL、ARPL 和 GCPL 等算法对模型的 OSR 性能改

善有限。特别是在ResNet50特征提取网络框架下

（第7、10、13和16组），尽管这些算法保持着较高的

闭集精度，但存在极大的OSR风险，甚至高于传统

的 Softmax 和 Sigmoid（第 1、4 组）。此外，ICOR 算

法在未进行开集自适应训练时（第19、20、21组），实

现了试验中最高的OSR精度；在进行开集自适应训

练后，ICOR模型的OSR精度均在0.97以上，相比于

现有OSR算法，ICOR（K+）在两个数据集上的表现

（第22、23、24组）均有明显的优势。

同时，AMPFL、SLCPL、ARPL、GCPL 等算法，

随着特征提取网络的改变，模型的开集识别精度也

会发生明显变化，这表明特征提取网络的类型对传

统开集识别算法的开集识别精度具有很大影响，而

本文算法随着特征提取网络的变化，开集识别精度

保持稳定，表现出了更好的鲁棒性。

表3 ICOR及开集适应性训练与现有OSR算法性能对比试验

Tab.3 Comparing the performance of ICOR and open set adaptive training with existing OSR algorithms

Model name

Softmax

Sigmoid

AMPFL

SLCPL

ResNet50

MobileV2

ViT

ResNet50

MobileV2

ViT

ResNet50

MobileV2

ViT

ResNet50

MobileV2

ViT

Model
order

1

2

3

4

5

6

7

8

9

10

11

12

FDS

Close

0.999

0.982

0.999

0.996

0.980

0.994

0.999

0.909

0.999

0.992

0.962

0.999

Open

0.474

0.399

0.345

0.824

0.707

0.826

0.321

0.727

0.638

0.377

0.781

0.749

Imagenet-Crop

Close

0.999

0.998

0.999

0.984

0.994

0.999

0.998

0.995

0.999

0.998

0.989

0.996

Open

0.471

0.294

0.331

0.744

0.692

0.437

0.558

0.511

0.476

0.587

0.493

0.340

Model name

ARPL

GCPL

ICOR

ICOR(K+)

ResNet50

MobileV2

ViT

ResNet50

MobileV2

ViT

ResNet50

MobileV2

ViT

ResNet50

MobileV2

ViT

Model
order

13

14

15

16

17

18

19

20

21

22

23

24

FDS

Close

0.992

0.970

0.999

0.999

0.962

0.998

0.995

0.994

0.999

0.996

0.997

0.995

Open

0.334

0.752

0.648

0.395

0.721

0.624

0.940

0.928

0.890

0.988

0.976

0.981

Imagenet-Crop

Close

0.999

0.986

0.978

0.999

0.994

0.998

0.971

0.997

0.999

0.968

0.979

0.993

Open

0.610

0.547

0.462

0.674

0.527

0.506

0.882

0.898

0.792

0.991

0.982

0.974

3 结论

本文针对传统模型存在的 OSR 问题，设计了

ICOR模型和开集自适应训练策略，通过实验可以

得出以下结论。

1）通过消融实验证明，ICOR模型结构和开集

自适应训练策略均能有效改善传统模型OSR性能。

2）通过开放度实验证明，本文的 ICOR模型及

开集自适应训练策略随着开放度的增加，表现出更

好的鲁棒性能。

3）对比实验中其他现有OSR算法，ICOR模型

和开集自适应训能更有效地降低模型的OSR风险。
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